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Abstract

Julian Zubek, Methods for integration of multiscale information in artificial learning sys-
tems. Doctoral dissertation supervised by Dariusz Plewczynski, Institute of Computer
Science, Polish Academy of Sciences, Warsaw 2016.

A multiscale classifier is a classifier integrating heterogeneous information coming
from multiple conceptual levels of description. The need for such models is present in
many disciplines operating on hierarchically nested data such as educational research,
geographical research or modern systems biology. For example, macromolecules in-
teractions in biology can be modelled simultaneously on the level of individual atoms,
functional groups of atoms, or whole molecules. Each of these levels corresponds to
different kinds of information which needs to be integrated in the final predictor.

To fully utilise multiscale information more specialised modelling techniques are
necessary. This thesis focus on constructing multilevel classifier ensembles in which
structure of the classifier reflects structure of the problem. A formal way of description
of such systems is proposed. The most central notion is level of description defined
as set of attributes possible to encode numerically on a given level. Classification is
expressed as a sequence of transformations from input features to class label. Within
this sequence of transformation machine learning algorithms are used to define
parametrised transformations which depend on the available training data. Various
forms of data preprocessing or result aggregation constitute an integral parts of the
process. The whole classification system is presented in the form of computation
graph, which makes it easy to trace the dependencies between data sources and
classifiers.

Descriptions of the same phenomena on different levels are not necessary equiva-
lent. Very often numbers of observations and attributes available on different levels
vary. Some levels offer precise information on the population distribution while oth-
ers describe only a general tendency. This notion is very similar to degrees of freedom
as understood in statistics. The more degrees of freedom the more reliably parameters
of the distribution can be estimated. This can be linked to notions of data complexity
and classifier complexity from machine learning. Analysing this kind of data com-
plexity is especially important in multilevel modelling where multiple estimations
are made.

To measure data complexity more accurately a technique called complexity curve
is introduced. The core idea behind it is that the information contained in a data set
can be approximated by a smaller subset. Quality of the approximation is measured
using Hellinger distance. Complexity curve is a plot presenting Hellinger distances
between distributions induced by the subsets of different sizes and the distribution
induced by the full set. It is demonstrated that under certain assumptions complexity
curve can be treated as an upper bound of variance error component of the trained
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classifier. Experiments with 81 diverse data sets show that complexity curve can
contribute to explaining performance of specific classifiers on these sets. Complexity
curve is also an effective heuristic for determining optimal sample size for inference.
When applied to data pruning scenario it allows to reduce training time of complex
classifiers multiple time without sacrificing accuracy.

Another issue, raising from the hierarchical nature of the modelled data, is the con-
struction of balanced schema for evaluating multiscale classifiers. It is demonstrated
that splitting the sample randomly into training and testing set may introduce bias
into the procedure. To solve this problem multiscale dependencies between objects
can be modelled as a graph and this information can be used in splitting procedure.
A few graph-based splitting procedures are proposed and evaluated. Among them
deterministic greedy procedure allow to utilise available data most efficiently.

To demonstrate applicability of the proposed methodology to practical biological
problems, a multiscale classifier predicting protein-protein interactions is developed.
It integrates information on direct protein residue contacts coming from 3D protein
complexes to construct features for predicting binary protein interactions. Such
two-stage approach is demonstrated to be superior than standard sequence-based
methods operating in a single scale (AUC ROC 0.62-0.67 vs 0.56—0.57). Unfortunately
those results does not translate into larger data sets of different characteristics. Low
performance of already established methods and methodological issues regarding
classifier evaluation suggests that the problem of protein interaction prediction may
be ill-posed.



Streszczenie

Julian Zubek, Metody integracji wieloskalowej informacji w sztucznych systemach uczq-
cych sig. Rozprawa doktorska przygotowana pod kierunkiem Dariusza Plewczynskie-
go, Instytut Podstaw Informatyki Polskiej Akademii Nauk, Warszawa 2016.

Klasyfikatorem wieloskalowym nazywamy klasyfikator, ktéry wykorzystuje do prze-
widywania réznorodna informacje pochodzaca z wielu skal opisu. Potrzeba tego
rodzaju modeli wystepuje we wszystkich dziedzinach, ktore operuja na hierarchicznie
zagniezdzonych danych, miedzy innymi w badaniach edukacyjnych, geograficznych
oraz we wspoélczesnej biologii systemow. Na przyklad w biologii oddzialywania ma-
kromolekul moga by¢ analizowane jednoczes$nie na poziomie pojedynczych atoméw,
funkcjonalnych grup atoméw i calych czasteczek. Kazdy z tych poziomow wiaze sie
z innego rodzaju informacja i musi zosta¢ uwzgledniony przy catosciowej predykcji.

Zeby wykorzystaé w pelni wieloskalows informacje sg potrzebne wyspecjalizo-
wane techniki modelowania. Ta rozprawa skupia sie na metodach budowy wieloska-
lowych komitetéw klasyfikatorow, w ktorych struktura klasyfikatora odzwierciedla
strukture rozwigzywanego problemu. Proponowany jest formalny jezyk opisu tego
rodzaju systemoéw. Gléwnym pojeciem w ramach tego systemu jest poziom opisu defi-
niowany jako zbidr atrybutéw mozliwych do zakodowania numerycznie na danym
poziomie. Klasyfikacja jest wyrazona jako cigg transformacji od cech wejsciowych
do wynikowej etykiety klasy. W ramach tego ciagu transformacji algorytmy uczenia
maszynowego sa stosowane do zdefiniowania sparametryzowanych transformacji za-
leznych od danych wejsciowych. Rézne formy wstepnej obrobki danych lub agregaciji
wynikow stanowig istotne fazy opisywanego procesu. Pelen system klasyfikacyjny
jest przedstawiany w postaci grafu obliczen, dzieki ktéremu mozna tatwo $ledzic
zaleznosci pomiedzy zbiorami danych a klasyfikatorami.

Opisy tych samych zjawisk na réznych poziomach nie muszg by¢ réwnowazne.
Bardzo czesto liczby obserwacji i atrybutow dostepnych na réznych poziomach sg
rézne. Niektore poziomy opisu daja szczegélows informacje na temat rozktadu war-
toéci, podczas gdy inne opisuja jedynie ogoélne tendencje. Pojeciowo jest to bardzo
zblizone do stopni swobody znanych ze statystyki. Wieksza liczba stopni swobody
probki pozwala na bardziej wiarygodna estymacje parametrow rozktadu. Ma to row-
niez zwiazek z pojeciami zlozonosci danych i ztozonosci klasyfikatora stosowanymi
w kontekscie uczenia maszynowego. Analiza tego rodzaju ztozonosci ma szczegdlne
znaczenie dla wielopoziomowych modeli, w ktorych stosuje sie wielokrotng estyma-
cje.

W celu dokladniejszego pomiaru zlozonosci danych wprowadzana jest technika
nazywana krzywa zlozonosci. Gléwna ideg stojaca za ta metoda jest obserwacja, ze
informacja zawarta w dowolnym zbiorze danych moze by¢ przyblizona poprzez jego
mniejszy podzbior. Jakos¢ takiego przyblizenia jest mierzona odlegloscia Hellingera.
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Krzywa zlozonosci to wykres przedstawiajacy odlegtosci Hellingera pomiedzy roz-
ktadami prawdopodobienstwa indukowanymi przez podzbiory réznych rozmiaréw
a rozkladem indukowanym przez peten zbiér. Wykazuje sie, ze pod pewnymi zaloze-
niami krzywa ztozonosci moze by¢ traktowana jako gorne ograniczenie skltadowe;j
btedu wariancji klasyfikatora. Eksperymenty z udzialem 81 zréznicowanych zbiorow
danych potwierdzaja jej uzyteczno$¢ w objasnianiu skutecznosci réznych klasyfikato-
row trenowanych na tych zbiorach. Krzywa ztozonosci jest rowniez efektywna heu-
rystyka, pozwalajaca dobra¢ optymalny rozmiar probki danych do wnioskowania.
Zastosowana do przycinania rozmiaru danych pozwala wielokrotnie skrocié czas
treningu zlozonych klasyfikatoréw bez szkody dla ich skutecznosci.

Kolejna kwestig, wynikajacg z hierarchicznej natury modelowanych danych, jest
konstrukcja zrownowazonej procedury ewaluacji klasyfikatora. Wykazuje sie, ze czy-
sto losowy podziat na cze$¢ treningows i testowa moze doprowadzi¢ do zaburzenia
procedury. Na potrzeby rozwigzania tego problemu wieloskalowe zaleznosci pomie-
dzy obiektami mogg by¢ modelowane jako graf, ktory nastepnie jest wykorzystywany
jako Zrodto dodatkowej informacji w procedurze podziatu. Testowanych jest kilka gra-
fowych metod podziatu. Posréd nich deterministyczny algorytm zachtanny pozwala
wykorzystac¢ dostepne dane najbardziej efektywnie.

Dla zademonstrowania uzyteczno$¢ opisywanej metodologii w praktycznych pro-
blemach biologicznych, opisywana jest konstrukcja wieloskalowego klasyfikatora
przewidujacego oddzialywania biatko-biatko. Wykorzystuje on informacje o bezpo-
srednich kontaktach reszt aminokwasowych w tanicuchach biatek, pochodzace z bazy
tréojwymiarowych kompleksow, dla skonstruowania cech przydatnych w przewidy-
waniu binarnych oddzialywan biatek. Takie dwupoziomowe podejicie okazuje sie
bardziej skuteczne od standardowych metod bazujacych na sekwencji biatka i operu-
jacych tylko w jednej skali (AUC ROC 0.62-0.67 vs 0.56—0.57). Niestety te wyniki nie
daja sie powtdrzy¢ na zbiorach wiekszych rozmiaréw o innej charakterystyce. Niska
skuteczno$¢ znanych metod przewidywania oddziatywan oraz trudno$¢ metodolo-
giczne zwigzane z ewaluacja klasyfikatora sugeruja, Ze sam problem przewidywania
oddzialywan miedzy biatkami moze by¢ Zle sformulowany.



